
Harald Sack

Hybride Künstliche Intelligenz in der
automatisierten Inhaltserschließung

1 Einleitung

Effizienter (Online-)Zugang zu Bibliotheks- und Archivmaterialien erfordert
eine qualitativ hinreichende inhaltliche Erschließung dieser Dokumente. Die
passgenaue Verschlagwortung und Kategorisierung dieser unstrukturierten Do-
kumente ermöglichen einen strukturell gegliederten Zugang sowohl in der ana-
logen als auch in der digitalen Welt. Darüber hinaus erweitert eine vollständige
Transkription der Dokumente den Zugang über die Möglichkeiten der Volltext-
suche. Angesichts der in jüngster Zeit erzielten spektakulären Erfolge der Künst-
lichen Intelligenz liegt die Schlussfolgerung nahe, dass auch das Problem der
automatisierten Inhaltserschließung für Bibliotheken und Archive als mehr
oder weniger gelöst anzusehen wäre. Allerdings lassen sich die oftmals nur in
thematisch engen Teilbereichen erzielten Erfolge nicht immer problemlos ver-
allgemeinern oder in einen neuen Kontext übertragen. Das Ziel der vorliegen-
den Darstellung liegt in der Diskussion des aktuellen Stands der Technik der
automatisierten inhaltlichen Erschließung anhand ausgewählter Beispiele so-
wie möglicher Fortschritte und Prognosen basierend auf aktuellen Entwicklun-
gen des maschinellen Lernens und der Künstlichen Intelligenz einschließlich
deren Kritik.

2 Der Siegeszug des maschinellen Lernens

Wenn heute von Künstlicher Intelligenz (KI) die Rede ist, wird damit maschinel-
les Lernen und im Speziellen meist Deep Learning als spezifischer, aber höchst
erfolgreicher Teilaspekt dieser Disziplin der Informatik adressiert. Allerdings
geht mit Deep-Learning-Technologien allgemein eine besondere Faszination
einher, orientieren diese sich doch am Vorbild von Denk- und Lernprozessen im
menschlichen Gehirn. Von Anfang an war die technologische Entwicklung
Künstlicher Intelligenz mit überzogenen Erwartungen verbunden. Bereits 1943
legten Warren McCulloch und Walter Pitts das einfache mathematische Modell
eines künstlichen Neurons als grundlegendes Schaltelement im Gehirn vor und
zeigten, dass sich über die Vernetzung dieser Neuronen beliebige (Turing-
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berechenbare) Funktionen implementieren ließen (McCulloch und Pitts 1943).
Nachdem der kanadische Psychologe Donald O. Hebb die neurophysiologischen
Grundlagen des menschlichen Lernens anhand der Veränderungen der synapti-
schen Übertragung zwischen Neuronen im Gehirn erklären konnte, lag die Mo-
dellierung dieser Lernaktivitäten in einem mathematischen Modell auf der
Hand (Hebb 1949). Frank Rosenblatt, ebenfalls Psychologe, formulierte 1958 als
erster das so genannte Perzeptron-Lernmodell, das bis heute die Grundlage al-
ler künstlicher neuronaler Netzwerke bildet: Verbindungsgewichte zwischen
Eingabe und Schaltelement werden anhand der Differenz von Soll- und Ist-
werten schrittweise gelernt (Rosenblatt 1958). Dieses einfache Modell ermög-
lichte bereits Ende der 1950er Jahre die automatische Erkennung handgeschrie-
bener Postleitzahlen. Die aus den ersten Erfolgen des maschinellen Lernens
resultierenden euphorischen Erwartungen, dass Computer binnen weniger Jah-
re die Stufe echter menschlicher Intelligenz erreichen und auch übertreffen
würden, stießen jedoch schnell an ihre Grenzen. Marvin Minsky und Seymour
Papert wiesen 1969 nach, dass das Perzeptron-Modell nicht in der Lage ist eine
einfache binäre XOR-Funktion (exklusives Oder) zu berechnen (Minsky und Pa-
pert 1969). Dies führte zu einem Stillstand in der Forschung der künstlichen
neuronalen Netze und resultierte im ersten sogenannten „AI-Winter“, der bis
zur Mitte der 1980er Jahre andauerte. 1986 legten Rummelhart, Hinton und Wil-
liams (Rummelhardt et al. 1986) sowie unabhängig davon David B. Parker (Par-
ker 1986) und Yann LeCun (LeCun 1985) dar, wie ein mehrlagiges neuronales
Netzwerk mit Hilfe des Backpropagation-Algorithmus auch sehr komplexe
Funktionen erlernen kann. Die Grundidee besteht darin, den Fehler, den das
künstliche neuronale Netzwerk bei der Berechnung einer Ausgabe macht,
schrittweise rückwärts von der Ausgabe- zur Eingabeschicht weiterzureichen
und zur Gewichtsveränderung zu verwenden. 1990 wurden von Jeffrey L. Elman
erstmals rückgekoppelte neuronale Netzwerke vorgeschlagen, mit denen sich
besonders gut sequenzielle Daten wie z. B. Zeitreihen erlernen lassen (Elman
1990). Eine weitere Verbesserung bestand 1997 in der Einführung einer Art
Kurzzeitgedächtnis über sogenannte Long-Short-Term-Memory-Module durch
Sepp Hochreiter und Jürgen Schmidhuber (Hochreiter und Schmidhuber 1997).
Schließlich wurden 1998 von Yann LeCun die heute dominierenden Convolutio-
nal Neural Networks vorgeschlagen, die es vor allem in der Bildverarbeitung er-
möglichten, das vormals aufwendige und oftmals manuelle Interventionen er-
fordernde Feature Engineering direkt in den Lernalgorithmus zu integrieren
(LeCun 1998). Die künstlichen neuronalen Netzwerke wurden seit Anfang der
2000er Jahre stets komplexer, verbunden mit zahlreichen neu auftretenden Pro-
blemen. Erst mit zunehmender Verfügbarkeit billiger, hochparalleler Rechner-
kerne (Graphical Processing Units, GPU), wie sie hauptsächlich in der Compu-
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tergrafik zum Einsatz kamen, wurde das Deep Learning, also die Verarbeitung
vielschichtiger und komplexer künstlicher neuronaler Netzwerke, handhabbar.
Weitere Erfolgsfaktoren bestanden in der jetzt vorliegenden Verfügbarkeit ex-
trem großer Trainingsdatensätze, wie sie z. B. über das World Wide Web und
seine Social-Media-Plattformen gesammelt werden konnten, sowie die Wieder-
verwendbarkeit und Anpassbarkeit bereits vortrainierter künstlicher neuronaler
Netzwerke an neue Problemstellungen (Transfer Learning). Besondere Aufmerk-
samkeit erlangte im März 2016 das Deep-Learning-basierte System AlphaGo von
Google DeepMind, dem es gelang, den südkoreanischen Profispieler Lee Sedol
unter Turnierbedingungen im Brettspiel Go zu schlagen. Der Folgeversion Al-
phaGo Zero, mit keinerlei Vorwissen über das Spiel ausgestattet, sondern aus-
schließlich mit den Spielregeln und durch Spiele gegen sich selbst trainiert, ge-
lang es nach nur drei Tagen Training die AlphaGo-Version, die Lee Sedol
besiegen konnte, mit dem Ergebnis 100:1 zu schlagen (Silver et al. 2017).

Typische Einsatzgebiete von Deep-Learning-Technologien sind heute vor al-
lem die Bilderkennung (Visual Analysis) sowie die Verarbeitung natürlicher
Sprache (Natural Language Processing – NLP). Die meisten Probleme lassen sich
dabei auf eine Klassifikation zurückführen, d. h. das künstliche neuronale Netz-
werk entscheidet, ob eine Eingabe zu einer bestimmten Klasse gehört oder
nicht. Übertragen auf die Inhaltserschließung könnte beispielsweise entschie-
den werden, ob ein bestimmtes Schlüsselwort für ein Dokument vergeben wer-
den soll oder nicht. Neben diesen traditionellen Klassifikationsaufgaben gewan-
nen seit 2015 insbesondere künstlich generierte wirklichkeitsgetreue Bild-,
Video-, Musik- oder Textdokumente große öffentliche Popularität. 2014 wurden
von Ian Goodfellow et al. Generative Adversarial Networks (GANs) eingeführt,
die über vergleichendes Lernen trainiert werden (Goodfellow et al. 2014). GANs
setzen sich aus einem generativen Netzwerk und einem diskriminativen Netz-
werk zusammen. Während das generative Netzwerk neue künstliche Dokumen-
te erzeugt, lernt das diskriminative Netzwerk, die künstlich generierten Doku-
mente von realen Dokumenten zu unterscheiden. Das Ziel besteht dann darin,
dass das generative Netzwerk künstliche Dokumente erzeugen kann, die das
diskriminative Netzwerk nicht mehr von originalen Dokumenten unterscheiden
kann.

Besonders beeindruckt auch die Leistungsfähigkeit aktueller, auf Deep-
Learning-Technologien beruhender statistischer Sprachmodelle. Statistische
Sprachmodelle spiegeln die kontextabhängige Häufigkeitsverteilung bestimm-
ter Wortfolgen im Gebrauch einer Sprache wider und können sowohl zur
Sprachanalyse als auch zur Generierung von Textinhalten eingesetzt werden.
Die von OpenAI entwickelten generativen Sprachmodelle GPT-2 und GPT-3 sind
heute in der Lage, natürlichsprachliche Texte zu vorgegebenen Themen von
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solcher Qualität zu generieren, dass deren Unterscheidung von manuell erstell-
ten Texten kaum mehr möglich ist (Brown et al. 2020).

3 Symbolische und subsymbolische Wissens-
repräsentation

Wie bereits erwähnt, stellen die heute so populären Deep-Learning-Technologi-
en lediglich ein auf statistischem Lernen basierendes Teilgebiet der Künstlichen
Intelligenz dar. Das in einem künstlichen neuronalen Netzwerk gespeicherte
Wissen liegt in Form von Kantengewichten zwischen den einzelnen Neuronen
vor. Diese implizite, subsymbolische Form der Repräsentation von Wissen lässt
sich nur sehr schwer wieder in eine explizite, symbolische und damit nachvoll-
ziehbare Repräsentation umwandeln. Symbolische Wissensrepräsentationen
dagegen setzen auf ein Kalkül, d. h. ein formales System von Regeln, mit denen
sich aus gegebenen Aussagen (Axiomen) weitere Aussagen ableiten lassen. Ver-
bunden mit einer formalen Interpretation lässt sich die Bedeutung (Semantik)
dieser Aussagen ableiten. Semantic-Web-Technologien (Berners-Lee et al. 2001)
stellen eine aktuelle Form der Wissensrepräsentation auf der formalen Basis
von Beschreibungslogiken dar. Als Austauschformat fungiert dabei das Resour-
ce Description Format (RDF), das Aussagen in Form einfacher Tripel (Subjekt,
Prädikat, Objekt) kodiert und Entitäten über webbasierte Uniform Resource
Identifier (URIs) adressiert und identifiziert. Komplexere Semantik lässt sich de-
skriptiv über die Web Ontology Language (OWL) oder über logische Regeln ab-
bilden. In ihrer semantisch leichtgewichtigen Variante kommen diese Technolo-
gien heute im Zuge der Inhaltserschließung als Linked (Open) Data zum Einsatz
(Bizer et al. 2009), d. h. Metadaten zu Bibliotheks- und Archivressourcen wer-
den im Web in RDF-kodierter Form zur Verfügung gestellt. Diese lassen sich zur
inhaltlichen Verknüpfung unterschiedlicher Datenquellen und damit zur Anrei-
cherung der eigenen Datenbestände ausnutzen. Größere Popularität konnten
semantische Technologien erstmals 2012 mit dem Google Knowledge Graph er-
zielen, der als Grundlage der Websuchmaschine Google zum Einsatz kommt
und die Qualität der erzielten Suchergebnisse signifikant verbesserte (Singhal
2012).

Die effiziente Verknüpfung und gemeinsame Nutzung symbolischer und
subsymbolischer Wissensrepräsentationen als hybride KI stellt ein aktuelles
Forschungsproblem dar. Deep-Learning-Verfahren kommen häufig in der Ana-
lyse unstrukturierter Informationen wie z. B. bei Text- und Bilddokumenten
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zum Einsatz. Named Entity Recognition und Named Entity Linking erkennt
bedeutungstragende Entitäten in natürlichsprachlichen Dokumenten und ver-
knüpft diese mit ihren korrespondierenden Repräsentationen in einem Wissens-
graphen (Knowledge Graph) bzw. einer Wissensbasis. Moderne Bildklassifikati-
on und Objekterkennung identifiziert in Bilddokumenten dargestellte Objekte
und verknüpft diese ebenfalls mit Entitäten oder Klassen eines Wissensgra-
phen. Verfahren zur Relationsextraktion ermitteln die Verknüpfung bereits
identifizierter Entitäten untereinander und können derart zum Aufbau von Wis-
sensgraphen genutzt werden. Von besonderem Interesse sind aktuell Technolo-
gien, die eine Abbildung formaler Wissensrepräsentationen in einen Vektor-
raum ermöglichen, wobei die Semantik der abgebildeten Entitäten mit deren
Positionen im Vektorraum korrespondiert (Ristoski und Paulheim 2017). Mit Hil-
fe dieser Vektorraumeinbettungen (Embeddings) lassen sich semantisch ähnli-
che oder verwandte Entitäten über den Abstand ihrer korrespondierenden Vek-
toren bzw. über die Anwendung einfacher Vektorraumarithmetik sehr effizient
handhaben. Dadurch erschließen sich neue Wege der semantischen und explo-
rativen Suche in großen Dokumentenbeständen sowie die Realisierung einfa-
cher inhaltsbasierter Empfehlungssysteme. Im folgenden Kapitel werden einige
ausgewählte Anwendungen symbolischer und subsymbolischer Wissensreprä-
sentation im Kontext der Inhaltserschließung vorgestellt.

4 Status Quo der Inhaltserschließung an
ausgewählten Beispielen

4.1 Automatisierte Verschlagwortung und Klassifizierung

Grundlegend für die Inhaltserschließung unstrukturierter Text- oder Bilddoku-
mente ist die Verschlagwortung oder Klassifizierung. Während bei der Ver-
schlagwortung ein oder mehrere inhaltlich korrespondierende deskriptive
Schlagwörter vornehmlich aus einem kontrollierten Vokabular ausgewählt und
als Metadaten dem Dokument zugewiesen werden, wird das Dokument in der
Klassifizierung einer inhaltlich korrespondierenden Klasse oder Kategorie zuge-
ordnet. Dabei können die Kategorien in hierarchischer Beziehung zueinander
stehen.

Ein aktuelles Projekt, in dem neben der Schaffung themenbasierter Zugän-
ge auch eine automatisierte Klassifizierung von Archivdokumenten durchge-
führt wird, ist das DFG-geförderte Projekt Aufbau einer Infrastruktur zur
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Implementierung sachthematischer Zugänge im Archivportal-D am Beispiel des
Themenkomplexes Weimarer Republik (2018–2021).1 Datengrundlage des Pro-
jekts stellen digitalisierte Archivalien aus Ministerien, öffentlichen Einrichtun-
gen, Körperschaften und Nachlässen im Bestand des Bundesarchivs und des
Landesarchivs Baden-Württemberg aus der Zeit der Weimarer Republik, der ers-
ten deutschen Demokratie, dar, die die Themenbereiche Politik, Wirtschaft, Ge-
sellschaft und Alltag in Deutschland zwischen 1918 und 1933 einschließen. Ins-
gesamt umfasst die Sammlung aktuell 21 042 digitalisierte Dokumente, die
anhand eines 881 Schlagwörter beinhaltenden Klassifikationssystems (Systema-
tik) klassifiziert werden müssen. Diese Systematik unterteilt sich in 12 Kategori-
en und 121 Unterkategorien, denen die Schlagwörter zugeordnet werden. Die
Klassierung erfolgt manuell, wird aber durch automatisierte Verfahren über die
Empfehlung von zu verwendenden Schlagwörtern unterstützt. Traditionelle
automatisierte Klassifikationsverfahren basieren auf Algorithmen des über-
wachten maschinellen Lernens und benötigen eine hinreichend große Menge
an Trainingsdaten für jede einzelne Klasse bzw. jedes Schlagwort. Zudem kann
jedes Dokument mehreren Klassen gleichzeitig zugeordnet werden.

Der in diesem Projekt verfolgte Ansatz zur automatisierten Klassifizierung
macht sich die semantische Ähnlichkeit zwischen den verfügbaren Metadaten
(Titel, Kurzbeschreibungen, Angaben zur Ablageorganisation im Archiv) und
den Bezeichnungen der Klassen zu Nutze. Erschwerend kommt hinzu, dass
Kurzbeschreibungen kaum vorhanden und Titel nicht immer aussagekräftig
sind. Auch existiert keine Transkription der oftmals handschriftlichen Doku-
mente. Als Lösung des Problems wurden die verfügbaren Textdaten über Word
Embeddings kodiert und die semantische Ähnlichkeit zwischen Dokumenten
und Schlagwörtern über den Winkelabstand der jeweiligen korrespondierenden
Vektoren bestimmt, die die Zuordnung von Schlagwörtern, gesteuert durch ei-
nen zuvor festgelegten Schwellwert, gestatten (Hoppe et al. 2020). Die mit die-
sem Verfahren erreichte Genauigkeit der Verschlagwortung ist leider unbefrie-
digend, erspart oftmals aber als Vorschlagsmechanismus in einem manuellen
Verfahren Zeit bei der Suche nach dem passenden Schlagwort. In diesem Zu-
sammenhang werden aktuell Möglichkeiten des sogenannten Zero-Shot Lear-
ning und des unüberwachten Lernens evaluiert, die unter Einbeziehung exter-
ner Wissensquellen eine Verbesserung der erzielten Qualität der Verfahren
versprechen.

Ausschlaggebend für die Effektivität eines Klassifikationsverfahrens unter
den geschilderten Rahmenbedingungen ist die Herstellung von Kontext. Ist die-
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ser Kontext in den vorhandenen Daten nur begrenzt verfügbar, müssen externe
Wissensressourcen herangezogen werden, vergleichbar mit Hintergrundwissen
oder Expertenwissen, das eine:n erfahrene:n Archivar:in oder Bibliothekar:in in
die Lage versetzt, eine treffende Klassifizierung zu finden. Dieses externe Wis-
sen wird im vorliegenden Projekt z. B. über die vortrainierten Word Embeddings
eingebracht, die auf der Grundlage der Texte der Online-Enzyklopädie Wikipe-
dia trainiert wurden und damit Teile des darin enthaltenen Wissens reflektie-
ren. Um die Qualität dieser Klassifizierungsverfahren weiter zu steigern, können
weitere externe Wissensressourcen wie z. B. der der Wikipedia zugrundeliegen-
de Hyperlink-Graph oder alternative Wissensgraphen wie z. B. DBpedia oder
Wikidata verwendet werden (Türker 2020).

4.2 Wissensrepräsentationen und zeitliche Dynamik

Das im vorangehenden Abschnitt beschriebene Projekt zur Schaffung sachbezo-
gener Zugänge zu einem Archiv beinhaltet die Entwicklung einer bestandsbezo-
genen Systematik zur Klassifizierung der die Sammlung umfassenden Archivdo-
kumente. Im Zuge des Projektfortschritts unterlag diese Systematik zahlreichen
Veränderungen. Weitere Veränderungen der Systematik sind mit der Erweite-
rung des damit verwalteten Dokumentenbestands zu erwarten. Zu diesem
Zweck müssen automatisierte Workflows entwickelt werden, die dieser Dyna-
mik Rechnung tragen und eventuell obsolete Klassifizierungen an die neue Sys-
tematik anpassen. Zu diesem Zweck wurde die Archive Dynamics Ontology
(ArDO) entwickelt, die genau diese dynamischen Veränderungen innerhalb ei-
ner hierarchisch strukturierten Systematik, verbunden mit Archivdokumenten,
die ihrerseits einem anderen hierarchisch organisierten Ablagesystem folgen,
abbilden und nachhalten kann (Vsesviatska et al. 2021). Jede Veränderung der
zur Klassifizierung notwendigen Systematik wird in einem den Archivbestand
repräsentierenden Knowledge Graph entsprechend der ArDO-Ontologie nachge-
halten und kann zur automatischen Reklassifizierung gemäß der neuen, verän-
derten Systematik verwendet werden. Zudem lassen sich eventuell vorhandene
Kopien der Bestände, die noch mit einer alten Version der Systematik klassifi-
ziert wurden, auf den aktuellen Stand bringen.
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Abb. 1: Visualisierung des gesamten Bilddatenbestands in Linked Stage Graph

Die im vorangegangenen Abschnitt genannten Wissensgraphen bilden bereits
vielfach die Grundlage moderner Informations- und Suchsysteme. In ihnen wer-
den Metadaten auf der Basis von Semantic-Web-Technologien miteinander zu
einem Graphen verknüpft, der unter anderem eine semantische Suche ermög-
licht (siehe Abschnitt 4.1). Beispiel für einen weiteren Wissensgraphen ist der
im Rahmen der Cod1ng-Da-V1nc1-Initiative2 entstandene Linked Stage Graph
(Tietz 2019). Grundlage des Linked Stage Graph sind die Bilddatenbestände
Hof-/Landes-/Staatstheater Stuttgart: Fotos und Graphiken mit ca. 7 000 histori-
schen Fotografien aus dem Zeitraum von 1896 bis 1942. Die zugehörigen Auf-
führungsmetadaten wurden in einen Wissensgraphen überführt und mit be-
stehenden externen Wissensressourcen wie Wikidata und der Gemeinsamen
Normdatei (GND) der Deutschen Nationalbibliothek verknüpft. Der Linked Stage
Graph kann sowohl über einen öffentlich zugänglichen SPARQL-Endpunkt di-
rekt abgefragt werden bzw. wird der Bilddatenbestand in verschiedenen Visua-
lisierungen zugänglich gemacht, wobei unterschiedliche strukturelle Merkmale
und Ähnlichkeiten die jeweilige Visualisierung steuern (vgl. Abb. 1).
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4.3 Automatisiertes Transkribieren historischer Dokumente

Traditionell bestimmen analoge Dokumente die Bestände von Archiven und Bi-
bliotheken. Deren automatisierte inhaltliche Erschließung geht oft mit der Digi-
talisierung der Bestände einher. Allerdings erfordert die inhaltliche Erschlie-
ßung eine Aufbereitung der in den Digitalisaten enthaltenen Informationen,
d. h. Textdokumente müssen via OCR (Optical Character Recognition) transkri-
biert werden, Textinhalte in Bildern oder audiovisuellen Dokumenten müssen
ebenfalls via OCR erkannt und transkribiert werden, Tondokumente bzw. die
Tonspuren audiovisueller Dokumente werden via Speech2Text transkribiert.
Multimediale Dokumente können über zahlreiche weitere automatische Analy-
severfahren inhaltlich erschlossen werden. In diesem Abschnitt soll lediglich
ein Projekt vorgestellt werden, das unter anderem das Transkribieren histori-
scher Textdokumente beinhaltet.

Abb. 2: Beispielseite aus dem Adressbuch für Nürnberg von 1892

Das Projekt TOPORAZ (Nürnberger Topographie in Raum und Zeit) verknüpft
ein wissenschaftlich fundiertes 3D-Modell des Nürnberger Hauptmarktes in
unterschiedlichen Zeitstufen unmittelbar mit verfügbaren Quellen zu Personen,
Ereignissen und Bauten wie z. B. historische Fotos, Zeichnungen, Grafiken und
Pläne sowie historische Schriftquellen wie Urkunden, Adressbücher und
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Chroniken (Razum et al. 2020). Das Folgeprojekt TRANSRAZ greift die konzep-
tionellen Vorarbeiten aus TOPORAZ auf und erweitert das Untersuchungsgebiet
auf die gesamte Nürnberger Altstadt innerhalb der letzten Stadtumwallung
(Tietz et al. 2021). Das Ziel ist die Verknüpfung heterogener historischer Quellen
mit dem 3D-Stadtmodell über einen Wissensgraphen. Problematisch ist dabei
das automatische Transkribieren handschriftlicher Quellen bzw. Quellen mit
historischer Typografie und ausgefallener Strukturierung. Abbildung 2 zeigt
eine Beispielseite des Nürnberger Adressbuchs von 1892. Die automatisierte Er-
fassung der Adressdaten umfasst als erstes die korrekte Auflösung einzelner zu-
sammengehöriger Segmente, dann deren Transkribierung und abschließend
eine aufwendige Nachbereitung. Diese besteht in einem Abgleich der Daten mit
Referenzlisten von Eigennamen, Straßennamen und historischen Berufsbe-
zeichnungen, einschließlich der Auflösung historisch üblicher Abkürzungsvari-
anten sowie der Bestimmung von grafischen Sonderzeichen und typografischen
Auszeichnungen, die einer eigenen Semantik unterliegen. Weitere historische
Quellen erfordern zusätzlich die Analyse natürlichsprachlicher Texte ein-
schließlich der Extraktion von Personendaten, topografischer Daten sowie zeit-
bezogener Ereignisdaten. Diese Informationen werden semantisch annotiert, in
einem manuell erweiterbaren Wissensgraphen verfügbar gemacht und mit ex-
ternen Wissensressourcen verknüpft. Alle Informationen des TRANSRAZ Wis-
sensgraphen werden direkt mit den topografischen Informationen des 3D-Stadt-
modells verknüpft und über dessen grafische Schnittstelle zugänglich gemacht
(vgl. Abb. 3).

4.4 Automatisierte Erzeugung und Befüllung von Wissens-
graphen

Die in den vorangegangenen Abschnitten vorgestellten Projekte setzen alle ei-
nen Knowledge Graph als zentrales Bindeglied zwischen Daten, Dokumenten
und externen Informationsquellen ein, um auf dieser Basis ein effizientes Infor-
mationssystem zur Verfügung zu stellen, das sowohl für den Endnutzenden als
auch für einen automatisierten Zugriff zugänglich ist. Zum Aufbau solcher Wis-
sensgraphen müssen unstrukturierte Dokumente und Daten semantisch analy-
siert werden, um deren Inhalte auf korrespondierende Ontologien und Vokabu-
lare abzubilden. Während in Bilddokumenten über die visuelle Analyse Objekte
erkannt werden können, die sich direkt auf semantische Entitäten beziehen
und deren räumliche Beziehung zueinander aus den Bilddokumenten ermittelt
werden kann (vgl. Abb. 4), müssen Textdokumente zunächst einer sprachlichen
Analyse (NLP) unterzogen werden.
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Abb. 3: Ausschnitt des 3D-Stadtmodells des historischen Nürnberger Hauptmarkts mit zusätz-
lichen topografisch verknüpften Informationen

Abb. 4: Visuelle Analyse bestimmt die Bildobjekte und deren Beziehung zueinander im Bild.
Mit Hilfe externen Wissens wird daraus ein Knowledge Graph generiert.
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Beispiel für die Erzeugung eines Knowledge Graph aus einer Sammlung wissen-
schaftlicher Arbeiten ist der Artificial Intelligence Knowledge Graph (Dessì et al.
2020). Als Grundlage dienten mehr als 300 000 wissenschaftliche Arbeiten im
Bereich der Künstlichen Intelligenz aus dem Microsoft Academic Graph (MAG).
Mit Hilfe einer komplexen Verarbeitungspipeline, die statistische und linguisti-
sche Deep-Learning-basierte Verfahren zur Identifikation und Extraktion von
bedeutungstragenden Entitäten und zugehörigen Relationen kombiniert, konn-
te ein Knowledge Graph erzeugt werden, der bislang 14 Millionen Fakten über
820 000 extrahierte Entitäten mittels 27 Relationen miteinander und mit weite-
ren externen Informationsressourcen verknüpft. Zum einen lässt sich der er-
zeugte Knowledge Graph zur Implementierung einer semantischen Suche oder
eines inhaltsbasierten Empfehlungssystems über die darin enthaltenen wissen-
schaftlichen Arbeiten verwenden. Darüber hinaus lässt sich die angewandte
Technologie auch an andere Wissensgebiete zur Erzeugung neuer Wissensgra-
phen anpassen, wie aktuell z. B. für COVID-19 oder für mathematische wissen-
schaftliche Literatur.

5 Effiziente Nutzung inhaltserschlossener
Dokumente

Symbolische und subsymbolische Wissensrepräsentation lassen sich zur inhalt-
lichen Erschließung nutzbringend kombinieren. Multimodale Dokumente, d. h.
Texte, Bilder oder audiovisuelle Inhalte können mit Hilfe moderner Deep-Lear-
ning-Verfahren inhaltlich analysiert werden, sodass deren Inhalte in Form eines
Wissensgraphen repräsentiert werden können. Informationssysteme setzen
Wissensgraphen zur Verbesserung des Zugangs zu den in ihnen gespeicherten
Informationsinhalten ein. Beispielsweise lässt sich eine semantische Suche im-
plementieren, Informationsinhalte und deren Zusammenhänge untereinander
können durch geeignete Visualisierungen deutlich gemacht werden, oder in-
haltsbasierte Empfehlungssysteme können die Suche in Informationssystemen
hin zu einer explorativen Suche unterstützen (Waitelonis und Sack 2012).

5.1 Semantische Suche

Im Unterschied zur textbasierten Suche konzentriert sich die semantische Suche
auf Entitäten, d. h. einerseits werden so sprachliche Mehrdeutigkeiten der tradi-
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tionellen Textsuche einfach vermieden beziehungsweise aufgelöst, andererseits
können Informationsinhalte auch über Synonyme oder Umschreibungen aufge-
funden werden. Auf diese Weise wird eine vollständigere und gleichzeitig auch
genauere Suche realisiert. Die im Wissensgraph repräsentierten Entitäten sind
mit Ontologien verbunden, über die zugehörige Kategorien und Oberbegriffe er-
mittelt werden können. Mit diesen lässt sich die ursprüngliche Suche erweitern,
so dass zusätzliche relevante Suchergebnisse gewonnen werden können. Eine
weitere Möglichkeit besteht in der Erzeugung semantischer Suchfacetten, d. h.
das erzielte Suchergebnis lässt sich nach inhaltlich relevanten Kriterien filtern
und einschränken. Zusätzlich kann der Wissensgraph auch direkt in das ver-
wendete Suchmaschinenmodell integriert werden. Das zahlreichen Suchma-
schinen zugrundeliegende Vektorraummodell lässt sich zu einem generalisier-
ten Vektorraummodell erweitern. Dazu werden dessen Basisvektoren, die
vormals z. B. Schlüsselwörter repräsentieren, selbst noch einmal in weitere Vek-
toren zerlegt, so dass Ähnlichkeitsbeziehungen unter den ursprünglich orthogo-
nalen Basisvektoren direkt im generalisierten Vektorraummodell repräsentiert
werden. Auf diese Weise lassen sich sehr effizient semantisch ähnliche Such-
ergebnisse oder aber auch semantisch miteinander in Bezug stehende Such-
ergebnisse ermitteln, die die ursprünglich erzielten Suchergebnisse ergänzen
(Waitelonis et al. 2016).

5.2 Visualisierung

Ein grundsätzliches Problem der Umsetzung einer semantischen Suche besteht
in der Erwartungshaltung des:der jeweiligen Benutzer:in. Seit dem Aufkommen
der ersten indexbasierten Websuchmaschinen Ende der 1990er Jahre haben
sich die Benutzer:innen an die angebotene Visualisierung der Suchergebnisse
in Form einer verlinkten linearen Liste gewöhnt.

Einfache Volltextsuche wird der Verwendung von komplexen Suchoperato-
ren vorgezogen. Allerdings verbesserte sich die Qualität der so erzielten Such-
ergebnisse fortlaufend durch die Auswertung von Feedback und zunehmende
Personalisierung. Die Suchmaschine lernt zusammen mit ihrer:m Benutzer:in,
insofern dieser dazu bereit ist, Daten über das eigene Suchverhalten preiszuge-
ben. Grundsätzlich sind für eine semantische Suche auch semantisch erschlos-
sene Dokumente notwendig, d. h. inhaltlich relevante Entitäten müssen in den
unstrukturierten Daten als solche annotiert werden, um einen wie im vorange-
gangenen Abschnitt geschilderten Nutzen zu erzielen. Automatisierte semanti-
sche Annotation, wie z. B. Entity Linking zur Identifikation relevanter Entitäten,
ist oft fehlerbehaftet und muss durch manuelle Annotation ergänzt werden. Die-
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se scheitert aber oft am Design intuitiver und einfach zu benutzender Bedien-
oberflächen. refer3 ist ein als Wordpress Plugin realisiertes Entity-Annotations-
und Visualisierungswerkzeug, das eine einfache und intuitive Benutzungs-
schnittstelle zur semantischen Annotation bietet (vgl. Abb. 5). refer erlaubt die
automatisierte Annotation mit semantischen Entitäten des DBPedia4 Knowledge
Graph (Tietz et al. 2016). In gleicher Weise lassen sich Werkzeuge der automati-
schen Objektidentifikation in Bildarchiven nutzen, um erkannte Objekte mit
korrespondierenden Entitäten aus einem Wissensgraphen zu annotieren.

Abb. 5: Typgesteuertes semantisches Annotationswerkzeug refer implementiert als WordPress
Plugin zur teilautomatisierten semantischen Annotation am Beispiel des SciHi Weblogs5

5.3 Explorative Suche und Empfehlungssysteme

Ein weiteres Problem der Nutzung inhaltlich erschlossener Dokumente liegt oft-
mals darin, dass die Suchenden nicht notwendigerweise über das benötigte
Fachwissen in Form eines bestimmten Vokabulars verfügen, um die gewünsch-
te Suchintention unter den Restriktionen der Suchmaschine eines Informations-
systems zielbringend umzusetzen. Oftmals fällt es den Suchenden auch schwer,
die gewünschte Suchintention überhaupt auszudrücken oder zu fixieren. Dabei
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wäre es hilfreich zu wissen, welche Informationen insgesamt im betreffenden
Informationssystem vorhanden sind. Nur zu leicht überfordern aktuelle Infor-
mationssysteme dabei die Benutzer:innen durch die immense Fülle der verfüg-
baren Informationen. Explorative Suche ermöglicht es den Benutzer:innen eben
diese Herausforderungen explizit zu adressieren und bietet vielfältige Lösungs-
möglichkeiten. Liegt das im Informationssystem verfügbare Wissen in Form ei-
nes Knowledge Graph vor, kann das explizit darin repräsentierte Wissen dazu
genutzt werden, neue Wege durch den verfügbaren Informationsraum aufzuzei-
gen, indem semantische Ähnlichkeiten, relationale Beziehungen der Inhalte un-
tereinander sowie inhaltliche Beziehungen zum:r jeweiligen Benutzer:in aufge-
zeigt und Suchempfehlungen ausgesprochen werden können. Das bereits
genannte Annotations- und Visualisierungswerkzeug refer ermöglicht auch die
Visualisierung inhaltlicher Zusammenhänge zwischen den in einem Dokument
referenzierten Entitäten (vgl. Abb. 6). Auf diese Weise lassen sich Informations-
inhalte schneller rezipieren sowie inhaltlich verwandte bzw. ähnliche Informa-
tionsinhalte direkt auffinden.

Abb. 6: Visualisierung inhaltlicher Zusammenhänge zwischen Informationsinhalten mit refer

6 Conclusion

Neueste Deep-Learning-basierte Verfahren können sowohl zur Klassifikation als
auch zum Generieren von Informationsinhalten genutzt werden. Generative
Adversarial Networks nutzen vergleichendes Lernen, um z. B. realistische Bilder
zu erzeugen. In Verbindung mit Sprachmodellen können sprachliche Beschrei-
bungen und inhaltlich korrespondierende Bilder gemeinsam erlernt werden, so-
dass generative Modelle in der Lage sind, Bilder zu textuellen Beschreibungen
zu generieren (Xu et al. 2018). Während diese Technologie in jüngster Vergan-
genheit lediglich auf thematisch eng begrenzte Domänen sinnvoll zur Anwen-
dung gelangen konnte, eröffnen neue hochkomplexe Sprachmodelle, wie z. B.
aktuell GPT-3, nahezu treffsicher die Erzeugung passender realistischer Bilder
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zu beliebigen realen oder auch rein fiktiven Objektbeschreibungen (Ramesh
et al. 2021). Angewandt auf die Suche in Bildarchiven eröffnet diese Technologie
neue Möglichkeiten, da sich die aktuell bereits eingesetzte visuelle Ähnlich-
keitsbestimmung mit der semantischen Ähnlichkeit textueller Beschreibungen
verbinden lässt. Damit werden auch vormals unerschlossene Bildbestände in-
haltlich durchsuchbar. Verbindet man diese Deep-Learning-Verfahren mit Wis-
sensgraphen, kann ebenso eine explorative Suche implementiert werden, die
den Benutzer:innen bei der inhaltlichen Erkundung eines Bild- oder Textarchivs
jenseits der Möglichkeiten aktueller Suchtechnologie unterstützt. Diese hybride
Anwendungsform der Künstlichen Intelligenz verbindet die traditionell symbo-
lische Wissensrepräsentation mit dem subsymbolisch repräsentierten Wissen
der Deep-Learning-Verfahren. Dadurch eröffnen sich neue Möglichkeiten der in-
haltlichen Erschließung, die qualitativ einen Quantensprung zu aktuell einge-
setzten Technologien bieten und die Suche in Informationssystemen verändern
werden. Schwierig bleibt dabei nach wie vor die Erfüllung der Erwartungshal-
tungen unterschiedlicher Benutzer:innen. Idealvorstellung bleibt eine Such-
maschine, die stets individuell mit ihren Benutzer:innen lernt, ohne dabei per-
sönliche Daten preiszugeben.

Aber wird dadurch die intellektuelle Inhaltserschließung in Zukunft obso-
let? Noch scheint es nicht ganz so weit. Auch wenn Deep-Learning-basierte Ver-
fahren in speziellen Anwendungsgebieten die intellektuellen Fähigkeiten des
Menschen bereits übertroffen haben, bleibt die allgemeine menschliche Intelli-
genz mit ihren kognitiven, sensomotorischen, emotionalen und sozialen Kom-
ponenten und der Ausbildung eines Bewusstseins bislang unerreicht. Semi-
automatische Verfahren zur Inhaltserschließung unterstützen die intellektuelle
Erschließung durch intelligente Vorschlagsmechanismen oder eine intellektuel-
le Bestätigung und eventuelle Korrektur der automatisch gewonnenen Ergebnis-
se. So können die Geschwindigkeit automatisierter Verfahren mit der höheren
Genauigkeit intellektueller Erschließung effizient kombiniert werden. Wann
werden also hybride KI-Verfahren die intellektuelle Inhaltserschließung voll-
ständig ersetzen? Die Antwort auf diese Frage hängt nicht allein vom Stand der
technischen Entwicklung ab. Es ist vor allen Dingen eine Frage der Bereitschaft,
den dazu notwendigen Aufwand zu investieren: vollständige Digitalisierung der
Inhalte, vollständige Transkription textbasierter Dokumente, vollständige visu-
elle und semantische Analyse. Dazu kommt das Problem eventuell fehlender
Akzeptanz nicht intellektuell gewonnener Ergebnisse, obwohl unterschiedliche
menschliche Bearbeiter:innen auch zu unterschiedlichen Ergebnissen gelangen
können, bedingt durch unterschiedliches Fach- und Hintergrundwissen sowie
verschiedene Kontexte. Eine preisgünstige universelle und umfassende Out-of-
the-Box-Lösung zur automatischen Inhaltserschließung für Bibliotheken und
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Archive wird aktuell noch auf sich warten lassen. Erste Ansätze in diese Rich-
tung werden z. B. von dem DFG-geförderten Projekt EEZU – Einfaches Erschlie-
ßungs- und Zugriffssystem für kleine und mittlere Archive als Open-Source-
Software und gehosteter Dienst6 verfolgt, das semantische Technologien zur Da-
tenverwaltung einsetzt und dazu auch Deep-Learning-gestützte Verfahren zur
Inhaltserschließung erprobt und implementiert.
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